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Resumo:  
Braços manipuladores robóticos tem uma abrangente possibilidade de aplicações tais quais em 

indústrias, viagens espaciais e até mesmo cirurgias a distância. Seu emprego para deslocamento de 

objetos de um ponto ao outro é simples, mas quando se deseja manipular objetos específicos de um 

determinado conjunto, a tarefa se torna muito complexa. Buscando a solução para este problema, a visão 

computacional serve na identificação de um objeto cuja a sua coordenada é traduzida pelo baço como 

uma solução de sua cinemática inversa. Este trabalho propõe o desenvolvimento de Redes Neurais 

Artificiais para exercer as duas tarefas essenciais simultâneas de calibração de câmera e solução da 

cinemática inversa. Foram estudadas topologias de três configurações de Redes Neurais Artificiais com 

1, 2 e 3 camadas com o objetivo de encontrar um número de neurônios por camada com menor erro. Os 

resultados mostraram que o Redes Neurais Artificiais de 3 camadas apresentou menor erro com a 

quantidade de neurônios validada. Trabalhos futuros abordarão esta configuração para casos 

tridimensionais e o planejamento de trajetória. 

Palavras chave: Redes Neurais Artificiais, Cinemática Inversa, Visão Computacional. 

 

 

Neural Networks Applied in the Simultaneous Solution of Camera 

Calibration and Inverse Kinematics 

 
 

Abstract  
Robotic arm manipulators have many applications such as in industries, space missions and even remote 

surgeries. It has a simple use for moving objects from one point to another, but the task becomes very 

complex when the specific object belongs to a particular set. The computer vision serves as a solution 

for this problem and identifies an object whose coordinate is translated by the manipulator as a solution 

of its inverse kinematics. This work proposes the development of an Artificial Neural Networks to 

perform two simultaneous tasks as camera calibration and Inverse kinematics solution. Topologies of 

three configurations of Artificial Neural Networks with 1, 2 and 3 layers were studied in order to find a 

number of neurons per layer with less error. The results showed that the Artificial Neural Networks of 

3 layers presented less error with the number of neurons validated. Future work will address this 

configuration for three-dimensional cases and path planning. 

Key-words: Neural Networks, Inverse Kinematics, Computer Vision. 
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1. Introdução 

Os primeiros robôs tinham a função de substituir trabalhadores na indústria responsáveis por 

tarefas simples e repetitivas. Linhas de produção em série foram criadas sem a presença de 

humanos, possibilitando que os robôs atuassem em ordens especificas do processo industrial de 

maneira simples como carregar um objeto de um ponto a outro. Atualmente, os manipuladores 

precisam de mais flexibilidade quanto a manipulação de um objeto em diferentes coordenadas 

ou até reconhecer objetos específicos para agrupar em uma ordem correta (BEM-ARI; 

MONDADA, 2018). A visão computacional tem sido uma ferramenta útil para esse fim, 

possibilitando o controle da pose do braço robótico em relação a um alvo através de captura de 

imagem (CORKE, 2011). Câmeras digitais são empregadas na robótica pelo fato de proverem 

mais informações que simplesmente distância ou arco de trajetória em direção a um objeto 

(BEM-ARI; MONDADA, 2018). 

Alguns trabalhos abordam de formas diferentes a mesma situação da visão computacional com 

a cinemática inversa. Os autores Mishra e Meruvia (2014) propõem definir o movimento do 

braço robótico através de uma câmera de profundidade apta para capturar o input do usuário e 

a cinemática inversa do manipulador. Se comparada a outros métodos, essa técnica é mais 

simples e eficiente no processo de aprendizagem, tornando assim o processo mais intuitivo. 

Já Mussabayev (2015) utiliza um algoritmo que identifica um objeto em um plano 2D e resolve 

o problema da cinemática inversa por meio do método iterativo de jacobiana inversa. O 

resultado foi, então, enviado a um Arduino microcontrolador que foi responsável por rotacionar 

servo motores dos cotovelos do braço robótico. 

Uma aproximação da cinemática inversa é abordada por Zou et. al (2006) com a aplicação de 

Redes Neurais Artificiais (RNA) Feedforward. A velocidade de cada servo motor e o tempo de 

trajetória de um ponto inicial até um ponto final são estimadas pela câmera infravermelha do 

console Nintendo Wii. Os experimentos mostraram sucesso ao fazer o braço robótico viajar por 

uma trajetória estabelecida. 

Uma abordagem da visão computacional combinada com o problema de múltiplas soluções não 

foi encontrada com aplicação em RNAs. Por isso o objetivo desse artigo consiste em 

desenvolver um método para solucionar o problema da cinemática inversa e a calibração de 

câmera através de uma única RNA. A simplificação de ambas as tarefas possibilita o cálculo de 

posição do manipulador no espaço e economia de cálculo computacional. Essa aplicação foi 

proposta por um trabalho anterior de Barros et al. (2017). 

2. Modelo Cinemático 

Segundo Craig (2005) a cinemática é a ciência do movimento que estuda as derivadas de alta 

ordem da posição, como velocidade e aceleração, sem considerar as forças que a causam. No 

âmbito da robótica de manipulador, refere-se a todas as propriedades geométricas e as 

propriedades em relação ao tempo de movimento. A cinemática direta propõe o estudo analítico 

do movimento de um braço robótico em relação a um sistema cartesiano e sua solução encontra 

a posição final partindo dos ângulos das juntas. 

Um manipulador é braço composto por um conjunto de seções e juntas podendo ser prismáticas, 

de revolução, de rosca ou esféricas. As equações cinemáticas utilizam parâmetros das juntas 

para determinar a posição do efetuador. A Figura1 mostra um modelo de 2 graus de liberdade 

(GDL) onde 𝐿1 e 𝐿2 sendo a dimensão das seções 1 e 2 do braço, 𝜃1 e 𝜃2 os ângulos das juntas 

1 e 2 e (𝑥, 𝑦) o ponto desejado no final da garra do manipulador. 



 

                   

 

Figura 1 – Modelo cinemático de um braço robótico de 2GDL em 2D 

Ao contrário da cinemática direta, a cinemática inversa do manipulador busca as coordenadas 

em graus para uma posição cartesiana final do braço. Todavia, esse processo não possui uma 

solução única e precisa ser calculado numericamente (CORKE, 2011). A solução pode partir 

de uma RNA treinada através de uma nuvem de pontos determinados pelos parâmetros de 

Denavit-Hartenberg (DH). Esses parâmetros possibilitam expressar a cinemática do 

manipulador para cada junta considerando um eixo de coordenadas em cada seção do braço. 

Na Figura 2 apresenta-se os seus parâmetros 𝛼𝑖, 𝑎𝑖, 𝑑𝑖 and 𝜃𝑖 por junta i (CRAIG, 2005). 

 

Figura 2 – Seções e juntas do modelo DH 

Uma descrição dos parâmetros abaixo: 

a) 𝑎𝑖 é a distância do eixo 𝑍̂𝑖 ao 𝑍̂𝑖+1 medida em 𝑋̂𝑖; 

b) 𝛼𝑖 é o ângulo entre os eixos 𝑍̂𝑖 e 𝑍̂𝑖+1 medida em 𝑋̂𝑖; 

c) 𝑑𝑖 é a distância do eixo 𝑋̂𝑖−1 ao 𝑋̂𝑖 medido em 𝑍̂𝑖; 



 

                   

d) 𝜃𝑖 é o ângulo entre os eixos 𝑋̂𝑖−1 to 𝑋̂𝑖 medido em 𝑍̂𝑖. 

 

Casa junta é definida pela matriz da Equação (1) (CRAIG, 2005). 

Ti
i−1(θi, di, ai, αi) = [

C 𝜃𝑖 −S 𝜃𝑖 C 𝛼𝑖 S 𝜃𝑖 C 𝛼𝑖 𝑎𝑖 C 𝜃𝑖

S 𝜃𝑖 C 𝜃𝑖 S 𝛼𝑖 −C 𝜃𝑖 S 𝛼𝑖 𝛼𝑖 S 𝜃𝑖

0 S 𝛼𝑖 C 𝛼𝑖 𝑑𝑖

0 0 0 1

]                                                 (1) 

 

Se tratando de 2 GDL, o DH matricial será: 

𝑇2
0 = 𝑇1

0 × 𝑇2
1                                                                () 

O modelo DH usado neste trabalho é mostrado na Tabela 1 e é definido pelo robô da Figura 3. 

 

Seção α (°) D (mm) A (mm) ϴ (°) 

1 90 70 0 𝜃1 

2 0 0 142 𝜃2 

3 -90 0 145 𝜃3 

Fonte: Autoria Própria   

Tabela 1 –Parâmetros do Modelo DH 

 

Figura 3 – Robô AR7 base para os parâmetros DH da simulação 

3. Visão Computacional 

A visão computacional se relaciona com as formas que um computador ou maquina vê o 



 

                   

ambiente ao redor (GONZALEZ; WOODS, 2002). A captação de imagens é fundamental para 

manipuladores assim como é para humanos. Da mesma forma que o cérebro identifica objetos 

e características do ambiente, o robô precisa igualmente processar a imagem capturada pela 

câmera (BEM-ARI; MONDADA, 2018). O primeiro passo é a calibração de câmera, pois ela 

permite uma correlação entre as coordenadas da imagem e as coordenadas do mundo real, 

incluindo parâmetros com o posição, orientação e centro focal (WOO; PARK, 2009). 

No procedimento de calibração, a simulação considera uma câmera posicionada de modo a 

captar todo o campo de visão dentro do alcance do braço no plano 2D desejado. A calibração 

de câmera é feita pelo algoritmo de Harris (Harris Corner Extraction Algorithmno) no 

MATLAB® que extrai os vértices da imagem 2D, vista na Figura 4, e cria uma relação da 

distância entre vértices na imagem e a distância verdadeira de 20 mm no mundo real (JIN; RUI, 

2011)(GUO; HE; GUAN, 2017)(SUN et al., 2016)(YUAN et al, 2013). 

A Figura 4 apresenta os vértices do tabuleiro representados por “+” verdes, e a nuvem de pontos 

do DH, em “x” vermelhos. 

 

Figura 4 – Nuvem de pontos sobre o tabuleiro de calibração 2D 

4. Redes Neurais Artificiais 

Redes Neurais Artificiais são métodos computacionais inspirados no sistema nervoso humano. 

Possuem capacidade de aquisição e manutenção de conhecimento e podem ser definidas como 

conjuntos de unidades de processamento. Cada uma delas é caracterizada por neurônios 

artificiais e são interligados por muitas interconexões ou sinapses artificiais representadas por 

vetores e matrizes de pesos sinápticos (DA SILVA et al., 2017). Generalizando, RNAs são 



 

                   

máquinas que modelam uma solução para uma tarefa específica ou problema em particular. Sua 

implementação é realizada em simulação de software computacional ou por componentes 

eletrônicos (HAYKIN, 2009). 

O uso desse método apresenta benefícios quanto ao custo computacional. O seu algoritmo tem 

a habilidade de chegar a soluções aproximadas de problemas complexos pela sua estrutura de 

distribuição paralela maciça e capacidade de treinamento (aprendizado). Na prática, RNAs 

precisam ser integradas a sistemas com aplicação em engenharia (HAYKIN, 2009). Neste 

contexto estão diversos problemas como aproximar funções, controle de processos, 

reconhecimento de padrões, sistemas de previsão entre outros. O Comportamento dos neurônios 

está diretamente ligado ao algoritmo de aprendizado escolhido para o treinamento e pode ser 

classificado em três classes fundamentais: camada única, multicamada e recurrent network 

(HAYKIN, 2009). 

5. Treinamento das Redes Neurais Artificiais 

A fase de treinamento visou desenvolver RNAs para exercer duas tarefas simultaneamente: a 

calibração da câmera e a solução da cinemática inversa. Os dados de treinamento consistem em 

escolher os vértices do tabuleiro dentro do alcance do robô. Esses pontos de coordenada 

cartesiana (𝑥, 𝑦) possuem uma coordenada (𝜃1, 𝜃2) correspondente das juntas do braço. O 

levantamento de dados foi feito utilizando o solver do MATLAB® para simular uma medição 

manual do operador. Cada solução encontrada obedecia a um padrão para que se evitasse erro 

no treinamento. 

6. Simulação e Resultados 

A proposta desta análise topológica é investigar a quantidade ideal de neurônios por camada 

com o menor erro. O estudo se divide em três topologias diferentes no número de camadas e 

iguais no total de neurônios. A Figura 5 mostra o passo a passo da simulação dividindo as 

topologias em três colunas: sendo a primeira coluna correspondendo a um RNA de 1 camada e 

as demais colunas referentes às RNAs de 2 e 3 camadas. Os critérios de comparação utilizados 

foram as médias do erro relativo e do desvio para os eixos X e Y no plano cartesiano.  

O algoritmo de treinamento foi o Levenberg-Marquadt (L-M) com função de ativação tangente 

hiperbólico (tansig) nas camadas intermediarias e a função rampa simétrica (ramp) na camada 

de saída. O método de validação cruzada foi utilizado na busca de um mínimo local do erro 

(Haykin, 2009) e buscou-se empiricamente um erro de performance de no mínimo 1,0 × 10−8. 

A Figura 6 mostra o resultado da simulação em MATLAB® para uma camada de neurônios. 

As fases de treinamento e teste foram executadas num total de 10 vezes. Inicialmente, 6 

neurônios foram introduzidos no treinamento do RNA e a cada novo treinamento, 6 neurônios 

eram incrementados. 

Seguindo a mesma lógica da ilustração anterior, na Figura 7 os resultados são igualmente 

explanados, porém se diferem pela distribuição proporcional de neurônios em suas duas 

camadas. A determinação do número de neurônios em cada camada foi incremental de 3 em 3 

até 30. 

A última topologia de três camadas presente na Figura 8 possui distribuição análoga as 

anteriores assim como a sua determinação do número de neurônios de 2 em 2 até 20. 

 



 

                   

 

Figura 5 – Passo a passo da simulação 

 

Figura 6 – Erros relativos de X e Y e Media de Erros relativos presente na Topologia de uma camada de 

neurônios.  



 

                   

 

Figura 7 – Erros relativos de X e Y e Media de Erros relativos presente na Topologia de duas camadas de 

neurônios.  

 

Figura 8 – Erros relativos de X e Y e Media de Erros relativos presente na Topologia de três camadas de 

neurônios.  



 

                   

7. Escolha das Melhores Topologias 

A melhor configuração para cada topologia significa a menor ocorrência de erro se comparadas 

nos três casos. Os pontos testados em todos os casos foram os mesmos e por isso a comparação 

entre os resultados desta fase pode ser realizada. 

Vale notar que, como o sistema de treinamento escolhido foi o offline, o número de épocas das 

topologias não foi considerado relevante e servia como critério de parada. Todavia, 

treinamentos foram excluídos ao atingirem o número máximo de épocas sem alcançar o mínimo 

coeficiente de performance. 

Analisando a média de erros relativos e de desvios em ambos os eixos, percebe-se que, no geral, 

os testes apresentaram melhores resultados quando as RNAs foram treinadas com 12 neurônios 

distribuídos entre as camadas de cada caso. Todavia, se analisados separadamente, a topologia 

com 6 neurônios teve o menor erro para uma camada. Este resultado é desconsiderado devido 

a validação cruzada, pois, como visto na Tabela 2, o coeficiente de performance não atingiu o 

critério de parada desejado de 1,0 × 10−8 e parou antes ao atingir o número limite de 5.000 

épocas de treinamento. 

O coeficiente de performance (training performance) é uma função presente no Software 

MATLAB® para avaliar o desempenho da rede neural artificial. Essa ferramenta calcula do 

erro quadrático médio (MSE) na comparação entre o resultado desejado pelo treinamento e o 

resultado atingido a cada época de treinamento (MATHWORKS, 2006). 

Neurônios 
Performance do 

caso 01  

Épocas 

do caso 

01 

Performance do 

caso 02  

Épocas 

do caso 

02 

Performance do 

caso 03  

Épocas 

do caso 

03 

6 𝟔, 𝟕𝟕𝟔𝟏 × 𝟏𝟎−𝟎𝟓 5000 𝟏, 𝟐𝟔𝟏𝟑 × 𝟏𝟎−𝟎𝟒 5000 𝟐, 𝟗𝟒𝟑𝟑 × 𝟏𝟎−𝟎𝟒 5000 

12 𝟗, 𝟗𝟕𝟗𝟖 × 𝟏𝟎−𝟎𝟗 2583 𝟗, 𝟗𝟗𝟔𝟕 × 𝟏𝟎−𝟎𝟗 1096 𝟗, 𝟗𝟗𝟐𝟑 × 𝟏𝟎−𝟎𝟗 2408 

18 𝟗, 𝟗𝟏𝟑𝟕 × 𝟏𝟎−𝟎𝟗 184 𝟕, 𝟒𝟑𝟕𝟏 × 𝟏𝟎−𝟎𝟗 99 𝟗, 𝟔𝟒𝟏𝟓 × 𝟏𝟎−𝟎𝟗 268 

24 𝟒, 𝟓𝟕𝟖𝟎 × 𝟏𝟎−𝟏𝟎 69 𝟔, 𝟐𝟒𝟕𝟑 × 𝟏𝟎−𝟏𝟏 9 𝟔, 𝟏𝟓𝟒𝟓 × 𝟏𝟎−𝟏𝟎 9 

30 𝟖, 𝟖𝟎𝟎𝟏 × 𝟏𝟎−𝟎𝟗 13 𝟑, 𝟖𝟖𝟔𝟖 × 𝟏𝟎−𝟏𝟎 6 𝟖, 𝟒𝟏𝟗𝟓 × 𝟏𝟎−𝟏𝟏 28 

36 𝟏, 𝟖𝟗𝟕𝟎 × 𝟏𝟎−𝟏𝟐 5 𝟗, 𝟎𝟎𝟑𝟖 × 𝟏𝟎−𝟎𝟗 6 𝟏, 𝟗𝟖𝟔𝟑 × 𝟏𝟎−𝟏𝟑 11 

42 𝟗, 𝟓𝟓𝟏𝟐 × 𝟏𝟎−𝟏𝟐 5 𝟓, 𝟒𝟒𝟔𝟑 × 𝟏𝟎−𝟏𝟔 5 𝟕, 𝟎𝟒𝟎𝟗 × 𝟏𝟎−𝟏𝟓 9 

48 𝟑, 𝟕𝟒𝟐𝟐 × 𝟏𝟎−𝟎𝟗 4 𝟔, 𝟐𝟏𝟔𝟗 × 𝟏𝟎−𝟎𝟗 4 𝟒, 𝟖𝟐𝟑𝟓 × 𝟏𝟎−𝟏𝟎 6 

54 𝟕, 𝟒𝟑𝟗𝟔 × 𝟏𝟎−𝟏𝟒 4 𝟑, 𝟑𝟒𝟖𝟔 × 𝟏𝟎−𝟏𝟏 4 𝟏, 𝟑𝟔𝟕𝟔 × 𝟏𝟎−𝟎𝟗 5 

60 𝟑, 𝟎𝟕𝟐𝟐 × 𝟏𝟎−𝟏𝟑 4 𝟏, 𝟏𝟎𝟎𝟕 × 𝟏𝟎−𝟎𝟗 4 𝟏, 𝟐𝟏𝟖𝟑 × 𝟏𝟎−𝟏𝟓 5 

Fonte: Autoria Própria   

Tabela 2 – Coeficiente de Performance e Épocas das Topologias 

8. Validação e Comparação dos Resultados 

Etapa de validação permite constatar qual o número de camadas se adequa a quantidade de 

neurônios escolhida na seção anterior. Como na seção de topologias, o processo é dividido em 

três casos distribuindo proporcionalmente os 12 neurônios entre as camadas, mantendo as 

configurações dos RNAs anteriores. 

O primeiro caso possui uma única camada com 12 neurônios. A Figura 9 é dividida em duas 

partes para um melhor entendimento dos resultados obtidos após a validação. A Figura 9(a) 

compara a posição dos pontos de validação – círculos em vermelho – e os pontos calculados 

pela RNA – asteriscos em azul. Já na Figura 9(b), um histograma distribui os pontos entre 

intervalos de desvio em ambos os eixos X e Y em milímetros. Nota-se que alguns pontos 

apresentaram desvio maior que 4 mm no eixo Y. 



 

                   

 

 

                    (a)                                                                                (b) 

Figura 9 – (a) validação dos pontos, onde círculos são os pontos desejados e os asteriscos são os pontos 

calculados pela RNA, e (b) histograma dos desvios dos pontos em milímetros. 

O segundo caso possui 12 neurônios distribuídos igualmente por duas camadas, mantendo as 

configurações de validação anteriores. A Figura 10(a) mostra uma maior aproximação entre os 

círculos vermelho – pontos de validação – e os asteriscos azuis – pontos calculados pela RNA 

treinada com duas camadas. Logo, na Figura 10(b), os histogramas mostram uma maior 

concentração de pontos com desvios em X e Y próximos de zero, embora dois pontos 

apresentem desvios muito altos. 

 

 

                    (a)                                                                                (b) 

Figura 10 – (a) validação dos pontos, onde círculos são os pontos desejados e os asteriscos são os pontos 

calculados pela RNA, e (b) histograma dos desvios dos pontos em milímetros. 

Enfim, o último caso distribuiu os 12 neurônios entre 3 camadas para o treinamento. Os 

resultados apresentaram melhor precisão, na Figura 11(a), devido a uma maior aproximação 

entre os pontos de validação e os pontos calculados pela rede, se comparado com os casos 

anteriores. Analisando os histogramas na Figura 11(b), percebe-se uma maior quantidade de 

pontos com desvio próximo a zero. O terceiro caso apresentou um desvio em ambos os eixos 

dentro de um intervalo entre -1 mm e 1 mm, 15 vezes menor em comparação com os outros 



 

                   

dois casos. 

 

                    (a)                                                                                (b) 

Figura 11 – (a) validação dos pontos, onde círculos são os pontos desejados e os asteriscos são os pontos 

calculados pela RNA, e (b) histograma dos desvios dos pontos em milímetros. 

9. Conclusão 

A proposta de unir a calibração de câmera à solução da cinemática inversa no treinamento da 

mesma RNA mostrou-se mais precisa para 4 neurônios em 3 camadas (total de 12) se 

comparado aos outros casos de 1 e 2 camadas. A precisão apresentada mostrou uma 

aproximação menor que 1 mm entre os pontos calculados pela RNA e os pontos de validação. 

Desvios menores que 0,2 mm em módulo foram observado no eixo X, por 4 pontos, e no eixo 

Y, por 8 pontos, enquanto que os outros casos mostraram desvios maiores que 1 mm em muitos 

pontos – alguns com até 14 mm. Esse método se mostra eficiente na economia computacional 

ao exercer a função de duas RNAs em apenas uma, economizando também tempo na coleta de 

dados para treinamento e solução do problema. Futuros trabalhos endereçam inserir 

planejamento de trajetória aplicando esse método proposto em um manipulador robótico por 

meio de visão computacional utilizando duas câmeras em 3 dimensões. 
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